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Resumen:

El proposito de este documento es proporcionar un acercamiento teérico a los
Sistemas de Redes Neuronales Artificiales, asi como a los software en los que se
pueden realizar estas implementaciones y mostrar la manera en que ésta puede
constituirse como una metodologia para la predicciéon en series de tiempo
econémicas. Con el fin de contrastar los resultados obtenidos, se ajusta un modelo
ARIMA, que corresponde a una de las metodologias convencionalmente utilizadas
en la ciencia econémica. La aplicacién de estos procesos es realizada sobre la Tasa
Representativa del Mercado (TRM) con el apoyo del software R-Project resaltando
una aproximacién a los resultados que se pueden obtener con esta forma de

inteligencia artificial.
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Artificial Neural Netwotrks in the Economics Sciences
Abstract:

The purpose of this paper is to provide a theoretical approach to Artificial Neural
Network Systems, as well as software that can be performed for these
implementations and show the way in which this can be as a methodology for
predicting economic time series in order to compare the results obtained with those
obtained in the implementation of ARIMA models, which corresponds to one of the
methods conventionally used in economic science for this kind of Time Series. The
implementation of these processes is performed on the Representative Market Rate
with the support of the software R-Project software highlighting an approximation to

the results that may be obtained with this form of artificial intelligence.
Keywords:
Artificial Neural Network Systems, ARIMA, TRM.

JEL Classification

F17, F37, C15, C53, C63




INV- Redes Neuronales Artificiales en las Ciencias Econémicas/2011-II

Ny =

UNIVERSIDAD NACIONAL DE COLOMBIA

SEDE BOGOTA
FACULTAD DE CIENCIAS ECONOMICAS
UNIDAD DE INFORMATICA Y COMUNICACIONES

Director Unidad Informatica:
Henry Martinez Sarmiento

Tutor Investigacion:
Juan Carlos Tarapuez Roa

Coordinadores:
Jasmin Guerra Cardenas
Juan Felipe Reyes Rodriguez

Coordinador Servicios Web:
John Jairo Vargas

Analista de Infraestructura y
Comunicaciones:
Diego Alejandro Jiménez Arévalo

Analista de Sistemas de Informacion:
Victor Hugo Ramos Ramos

Un

universipap NACIONAL pe colomeia

SEDE BOGOTA

FACULTAD DE CIENCIAS ECONOMICAS
UNIDAD DE INFORMATICA Y COMUNICACIONES

Estudiantes Auxiliares:

Alejandra Castillo

Bryan Daniel Umbarila Rubiano
Claudia Patricia Ospina Aldana
Cristian Andrés Hernandez Caro
Daniel Francisco Rojas Martin
David Mauricio Mahecha Salas
Diego Esteban Eslava Avendafio
Edward F. Yanquen Brifiez
Gloria Stella Barrera Ardila

Javier Alejandro Ortiz Varela
Jeimmy Paola Mufioz Soracipa
Johan Sebastian Alarcon Ramos
Juan Carlos Tarapuez Roa

Juan David Vega Baquero

Karin Julieth Villalba Calderén
Leonardo Alexander Cardenas Beltran
Lina Marcela Igua Torres

Maria Paula Contreras Navartete
Miguel Angel Hernandez Carvajal
Viviana Marfa Oquendo Patifio

Este documento es resultado de un trabajo
conjunto y coordinado de los integrantes de la
Unidad de Informatica y Comunicaciones de la
Facultad de Ciencias Econémicas de la
Universidad Nacional de Colombia.

Esta obra esta bajo una licencia reconocimiento no comercial 2.5 Colombia de

Creative Commons. Para ver

una copia de esta licencia, visite

http://creativecommons.org/licenses/bv/2.5/co/ o envié una carta a Creative

Commons, 171second street, suite 30 San Francisco, California 94105, USA.



http://creativecommons.org/licenses/by/2.5/co/

INV- Redes Neuronales Artificiales en las Ciencias Econémicas/2011-II

Redes Neuronales Artificiales en las Ciencias Econdémicas

1. INTRODUCCION

Las redes neuronales significan para las Ciencias Econémicas una forma de imitar decisiones
humanas entorno a problematicas econdémicas tales como crisis bancarias (Martin del Brio &
Sanz Molina, Octubre de 20006), predicciéon del tipo de cambio (Jalil B. & Misas A) y
prondsticos sobre el PIB (Salazar Saenz, 2009), obteniendo asi una forma de simular
situaciones que puedan presentarse por la aplicaciéon de politicas macroeconémicas o la toma

de decisiones financieras mas acertadas por una mejor prediccion de variables econdmicas.

Los Sistemas de Redes Neuronales Artificiales y los modelos ARIMA permiten hacer dichas
predicciones de series de tiernpoz. El primero de ellos busca imitar la estructura del cerebro
para realizar procesamientos en paralelo y asi solucionar problemas en los que el cerebro es
mas eficiente que los sistemas de computacion clasicos, ademas, en estos sistemas se pueden
aplicar diferentes modelos a las series de tiempo o trabajar con Redes Neuronales
Autorregresivas. El segundo es un modelo autorregresivo y de promedios méviles que se ha
desarrollado para trabajar seties de tiempo y al que se le aplica un operador diferencia V¢ sobre
la variable, que elimina una posible tendencia polinomial de orden d presente en la serie que se

. , . . 3
analice para llegar asi a un proceso estacionario.

En este documento se hace una implementaciéon de Redes Neuronales Autorregresivas y
modelos ARIMA para la TRM del tipo de cambio que se encuentra en el Banco de la
Republica de Colombia. Esta aplicacion se hace con el software R-Project con el fin de analizar
los resultados desde una perspectiva en la que se desarrollen modelos autorregresivos con

ambas herramientas.

® En Economia, las series de tiempo son el registro metddico de la medicidn u observacién numérica que se
efectla a las variables econdmicas en intervalos fijos de tiempo. (Guerrero Guzman, 2003)

*Un proceso AR sera estacionario o no estacionario, dependiendo de los valores que tomen las raices de la
ecuacion caracteristica @(x) = 0, la cudl rige el comportamiento autorregresivo, de tal manera que la
estacionaridad esta descrita por polinomios autorregresivos cuyas raices se encuentren fuera del circulo
unitario (en el plano complejo). (Guerrero Guzman, 2003)
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En este texto se encuentra un acercamiento teérico a las Redes Neuronales, modelos ARIMA y
la serie de tiempo con la que se trabaja (TRM), en la segunda parte se describe la metodologia
empleada para la aplicacion de Redes Neuronales y modelos ARIMA, asi como los software
que son aplicables a la implementacién de Redes Neuronales, y, al finalizar se presentan las

conclusiones y recomendaciones a las que se llegd con el proceso investigativo.
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2. MARCO TEORICO Y REVISION DE LITERATURA

2.1 Descripcion de Redes Neuronales
Las Redes Neuronales Artificiales (RNA) buscan reproducir algunas de las capacidades del
cerebro imitando su estructura neuronal mediante un estilo de computacién paralelo,
distribuido y adaptativo con lo que son capaces de aprender a partir de ejemplos. Segun Martin
del Brio (Martin del Brio & Sanz Molina, Octubre de 2006) quien merece el titulo de “padre”
de las Redes Neuronales es Santiago Ramoén y Cajal por haber demostrado hace poco mas de
un siglo que el sistema nervioso esta compuesto por células individuales, las neuronas,
pequenos procesadores de la informacién y aunque esto no hubiera sido un logro en
informatica, esas neuronas son comparadas con las “puertas de silicio de los computadores”
(Serrano, Soria, & Martiny REDES NEURONALES ARTIFICIALES, 2009-2010) y esto fue

lo que dio comienzo a desarrollos de RNA.

Para entender como funcionan las Redes Neuronales es necesario entender primero las
diferencias o similitudes entre microprocesadores, computadores y cerebro, y su relaciéon con
las Redes Neuronales, observar la fundamentacién tedrica sobre las redes neuronales y explicar
las Redes Neuronales Autorregresivas que son las que se busca aplicar en esta investigacion

como un nuevo método que se puede plantear para sustituir o complementar a los modelos

ARIMA.

Los computadores tienen una arquitectura Von Neumann de la forma que se muestra en la
Imagen 1. El cerebro, por el contrario, esta compuesto por millones de neuronas que pueden
funcionar como procesadores elementales y que se encuentran interconectadas entre ellas,
formando asi las redes neuronales. Una neurona puede ser vista, segin Martin del Brio
(Martin del Brio & Sanz Molina, Octubre de 2006), como “un pequeno procesador, sencillo,
lento y poco fiable (a diferencia de nuestros potentes microprocesadores)”, las ventajas
respecto a los computadores se encuentran en que en el cerebro “cohabitan unos cien mil
millones de neuronas operando en paralelo” que por medio de la interconexién por sinapsis
(“hasta con 10000 neuronas en promedio”) y trabajando en paralelo pueden desarrollar una
actividad global de procesamiento enorme, las neuronas no deben ser programadas, estas

aprenden a partir de las sefiales o estimulos que reciben del entorno, y se comportan diferente
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a los computadores, las neuronas se autoorganizan comunicandose a través de sinapsis
excitadoras e inhibidoras. Las diferencias basicas entre el cerebro y un computador se muestran

en la Cuadro 1.

Unidad

Unidad
de

de :
Entrada /

e

Unidad de procesamiento (CPU)
MICROPROCESADOR

Imagen 1: Arquitectura von Neumann de los computadores. Fuente: (Martin del Brio & Sanz Molina, 20006)

CEREBRO COMPUTADOR

VELOCIDAD DE PROCESO =102 seg. (100HZ) ~107 seg. (GHZ)
ESTILO DE PROCESAMIENTO Paralelo Secuencial
NUMERO DE PROCESADORES 10111014 Pocos
CONEXIONES 10000 por procesadores Pocas
ALMACENAMIENTO DEL distribuido Direcciones fijas
CONOCIMIENTO

TOLERANCIA A FALLOS Amplia Nula

TIPO DE CONTROL DEL Auto-organizado Centralizado
PROCESO

Cuadro 1. Comparativa entre el cerebro y el computador en la forma de procesamiento. Fuente: (Martin del Brio & Sanz Molina, 2006)

El estudio de RNA puede orientarse en 2 formas: Modelos del sistema nervioso y los
fenémenos cognitivos o herramientas para la resoluciéon de problemas practicos, éste segundo
enfoque es el que se desarrolla en este texto. Las tres funciones mas importantes que se busca
emular artificialmente son: cdleulo en paralelo y no en serie como lo hacen los computadores,
memoria distribuida por la sinapsis de la red, de modo que si una neurona se dafia no se pierde

sino un fragmento insignificante de la informacion y adaptabilidad en donde las neuronas
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modifican su sinapsis y utilizan otros mecanismos ante cambios en el entorno, aprendiendo de

la experiencia para llegar a generalizar conceptos a partir de casos particulares.

Martin del Brio (Martin del Brio & Sanz Molina, Octubre de 2006) define la neurona como un
“dispositivo simple de calculo que, a partir de un vector de entrada procedente del exterior o
de otras neuronas, proporciona una unica respuesta o salida y se constituye de un conjunto de
entradas, pesos sindpticos, regla de propagacion, funciéon de activacion y funciéon de salida”.
Las neuronas artificiales se organizan en capas, las neuronas de una capa pueden agruparse, a
su vez, formando grupos neuronales (clusters), varias capas forman una red neuronal y una red
neuronal o un conjunto de ellas, junto con las interfaces de entrada y salida y los médulos

convencionales adicionales necesarios, constituyen el sistema neuronal, como se muestra en la

Imagen 2.

Parte
algoritmica

Neurona Capa Red Sistema neuronal

Estructura jerarquica de un sistema basado en ANS
Imagen 2: Partes de una neurona. Fuente: (Martin del Brio & Sanz Molina, 2006)

Las entradas y salidas pueden ser binarias (digitales) o continuas (analégicas), dependiendo del
modelo y aplicacion. La regla de propagaciéon permite obtener, a partir de entradas y los pesos,
el valor del potencial postsinaptico de la neurona. El peso sinaptico define en este caso la
intensidad de interaccion entre la neurona presinaptica y la postsinaptica, si el peso es negativo
tendera a inhibirla y si el peso es positivo tendera a excitarla. Por medio del aprendizaje se
obtiene un valor para el peso, que incluye signo y magnitud y se define por una funcién de
activaciéon o de transferencia que proporciona el estado de activaciéon actual a partir del
potencial postsinaptico (puede ser sigmoidea, escalén, gaussiana u otros tipos de funciones) y
del propio estado de activacion anterior, y, la funcién de salida proporciona la salida global de

la neurona en funcion de su estado de activacién actual.
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Entre las caracteristicas que se deben definir al determinar la arquitectura de la Red Neuronal

que se esta creando se debe tener en cuenta:

e Tipos de capas: De entrada, que reciben datos o sefiales; de salida, que proporcionan la
respuesta de la red neuronal; y ocultas, que no tiene contacto directo con el entorno. Esta
ultima proporciona a la red neuronal grados de libertad adicionales, es decir, en ella se
pueden poner filtros u opciones especiales para el comportamiento de la red segun los

objetivos del investigador.

e Conexion: Pueden ser intra-capa o laterales (neuronas pertenecientes a la misma capa) e
inter-capa (neuronas de diferentes capas). Ademas, existen conexiones realimentadas que

tienen un sentido contrario al de entrada y salida.

e Cantidad de capas: Se puede hablar de redes monocapa (compuesta por una Gnica capa

de neuronas) y redes multicapa - /ayered networks (organizadas a través de varias capas).

¢ Flujo de datos: Existen redes unidireccionales - feedforward- y redes recurrentes - feedback.
Se habla de redes autoasociativas (cuando se presenta el patréon A y responde con A) y

heteroasociativas (cuando se presenta el patréon A y responde con B).

e Dinamicas de actualizacion de estado: Pueden ser sincrona, en donde los estados se
actualizan en funcién de un cierto reloj comun por capas, comenzando desde la capa de
entrada hasta la capa de salida. Asincrona, en la que cada neurona actualiza su estado sin
depender de las demas, en general deben estar correspondidas con neuronas de respuesta
continda. Y también puede introducirse una dinamica no determinista (estocastica)

forzando que la salida de la neurona posea caracter probabilistico.

e Fase de aprendizaje: Es el proceso de ajuste de parametros libres de la red a partir de un
proceso de estimulaciéon por el entorno que rodea a la red. El tipo de aprendizaje se
determina por la forma en la que dos parametros son adaptados. Se puede entrenar la red
en dos niveles:

©  Modelado de la sinapsis: Modificar los pesos sinapticos siguiendo una cierta regla de
aprendizaje, construida normalmente a partir de la optimizaciéon de una funciéon de
error o coste, que mide la eficacia actual de la operacién de la red. El proceso es
iterativo, en donde se actualizan los pesos constantemente hasta encontrar el

rendimiento deseado de la red.

10
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o Creacién o destrucciéon de neuronas: Modificar la arquitectura de la red.
Los dos tipos basicos de aprendizaje son el supervisado y el no supervisado, cuya
distincién viene del campo de reconocimiento de patrones, ademas, también se destaca el

aprendizaje hibrido y el reforzado:

o Supervisado: Se presenta a la red un conjunto de patrones, junto con la salida deseada u
objetivo, e iterativamente ésta ajusta sus pesos hasta que su salida tiende a ser la
deseada, utilizando informacion del error que comete a cada paso, de este modo, la red
es capaz de estimar relaciones entrada /salida sin necesidad de proponer una cierta
forma funcional de partida.

o No supervisado o autoorganizado: Se presentan a la red un conjunto de patrones sin
adjuntar la respuesta que deseamos. La red estima probabilidades y a partir de eso
reconocer regularidades en el conjunto de entradas, extraer rasgos, o agrupar patrones
segun su similitud (clustering).

o Hibrido: Coexiste el aprendizaje supervisado y el no supervisado, teniendo lugar
(normalmente) en distintas capas de las neuronas.

o Reforzado - reinforcement learning: Se sitia a medio camino entre el supervisado y el
autoorganizado, sin embargo, solo existe una sefial de error que le comunica a la red lo
bien o mal que se esta comportando pero no le proporciona mas detalles, no se
suministra la salida deseada y a veces se le denomina aprendizaje por premio-castigo.

En esta fase se debe dar a la red unos pesos sinapticos muy pequefios para que desde ahi
comience a modificarlos cuando esta siendo entrenada, asi como el patréon (una funcién) que
debe seguir para modificar esos pesos.

En un proceso de aprendizaje se debe evitar que se presente un error de aprendizaje y un error de
generalizacion, que aparece cuando el sistema se ajusta demasiado a las particularidades de los
patrones empleados en el entrenamiento También es importante tener presente la waldicion de la
dimensionalidad (curse of dimensionality), que consiste en que el nimero de datos necesarios para

especificar un mapping crece exponencialmente con la dimensién del espacio de entrada.

e Fase de recuerdo o ejecucion: Generalmente, luego del aprendizaje, los pesos y la

estructura quedan fijos, la red neuronal esta lista para procesar datos.

11
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En el cuadro 2 se muestra una clasificaciéon de las Redes Neuronales basada en la forma de
aprendizaje, entre ellas las mas utilizadas para predicciones de series de tiempo no lineales son
los perceptrones multicapa, ademas de ellas existen Redes Neuronales Autorregresivas que
incluyen una componente lineal autorregresiva a los perceptrones multicapa. (Velasquez,
Zambrano, & Vélez, ARNN: Un paquete para la prediccion de series de tiempo usando redes

neuronales autorregresivas., 2011)

MODELOS DE REDES NEUROMALES ARTIFICIALES

EEE———
Hibridos Supervisados No supervisados Reforzados
Realimentados Unidireccionales Realimentados Unidireccionales
BSB Perceptron ART LAM y OLAM
Fuzzy Cog. Map Adaling/Madalina Hopfield Mapas de Kohonen
Perceptron Muiliicapa
Back Propagation
RBF Premio-castigo asociativo
Time-dealy NN
Contrapropagacion Critico adaptative
CMAC

Cuadro 2. Clasificacion de Redes Neuronales. Fuente: (Martin del Brio & Sanz Molina, Redes neuronales y sistemas borrosos., Octubre de

2006)

Debido a que esta investigacion busca trabajar con series de tiempo de una forma
Autorregresiva para poder realizar una comparaciéon con los modelos ARIMA, en la siguiente
seccion se explican unicamente las Redes Neuronales Autorregresivas, para ver mas
informacién sobre la estructura de redes neuronales mostradas en la clasificacion se

recomienda consultar el libro de Martin del Brio.

En una red Neuronal Autorregresiva la variable dependiente Y, es obtenida como una funcién

no lineal de sus P valores pasados y¢_p, parap = 1,...,P:

y*t =7 + ZS:l <pp yt—p + Zlf-{zl ﬁh G(wh + Z§=1 ap,hyt—p) [1]

12
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Donde G () es una funcién sigmoidea adaptativa, los parametros 7, @p, Br, Wy ¥ App son
estimados minimizando el error de regulacion. Para reducir este modelo a un perceptron
multicapa se impone la restriccion @1 = @ = *** = @p y dicha red se reduce a un modelo

autorregresivo imponiendo H = 0.
2.2 Descripcion de modelos ARIMA

Los modelos autorregresivos e integrados de promedios moviles (ARIMA) surgen de la posibilidad de
que un cierto tipo de no estacionariedad mostrado por algunas series de tiempo, puede
representarse mediante la simple toma sucesiva de diferencias de la serie original. En general,
se hace uso de operadores y polinomios de retraso para retrasar una variable en k periodos.
Este modelo se crea como una unién de los modelos AR y MA al que se le incluye un
operador de diferencia que elimina una posible tendencia polinomial. E1 modelo AR(p) es un
modelo antorregresivo en el que el valor de la variable dependiente Z en el periodo t depende de
sus propios valores, el valor p corresponde al numero de rezagos que se tienen en cuenta sobre
la variable. E1 modelo MA(q) es un wodelo de promedios mdviles, cuya idea basica es representar
un proceso estocastico {Z;}, cuyos valores pueden ser dependientes unos de otros, como una
suma finita ponderada de choques aleatorios independientes del proceso de ruido blanco {a;}
y se representan las desviaciones de {Z;} respecto a su nivel medio . Los modelos ARIMA
pueden ser vistos como una generalizacion de los ARMA(p,q) puesto que se aplica un
operador diferencia V4 sobre la variable que elimina una posible tendencia polinomial de orden
d presente en la serie que se analice, de esta forma se llega a un proceso estacionario partiendo
de un proceso no estacionario causado por una tendencia polinomial no determinista (no

estacionariedad homogénea).

Para validar los modelos ARIMA que se generan se deben hacer pruebas sobre los supuestos
del modelo, teniendo como referencia los errores de estimaciéon del modelo. Para plantear los
modelos se apoya la decision en los criterios de informacién algunos convencionales son los
de Akaike (AIC) (AKAIKE, 1973) y (Akaike, 1974), el BAYESIANO (BIC) (Schwarz, 1978) y
(RISSANEN, 1978) y la propuesta de Hannan & Quinn (HQ) (Hannan & Quinn, 1979).

Ademas de los indicadores de autocorrelacion que se detecte sobre la serie.

13
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2.3 Descripcion de la TRM

La Tasa Representativa del mercado (TRM) es el promedio aritmético simple de las tasas
ponderadas de las operaciones de compra y de venta de divisas y por ello se puede ver como
una representacion del tipo de cambio, el tipo de cambio es la tasa o relaciéon de proporcion
que existe entre dos divisas (Ddlar y Peso Colombiano en esta investigacion). El tipo de
cambio en Colombia ha pasado por varias regimenes desde un régimen de tasa de cambio fija,
hasta un régimen de tasa de cambio flexible, el cual consiste en el libre movimiento de la oferta
y la demanda de divisas. Las fuerzas de mercado seran las que determinen el comportamiento
del tipo de cambio, sin regulaciéon o intervenciéon del Banco de la Republica u otro ente

gubernamental, por lo tanto el tipo de cambio presentara variaciones a lo largo del tiempo.

3 METODOLOGIA

La metodologia implementada en esta investigacion comenz6 con una revision tedrica de las Redes
Neuronales Artificiales y los Modelos ARIMA, después se realizé6 una busqueda de los
Software en los que se puede implementar Redes Neuronales Artificiales y la pertinencia de
ellos en la UIFCE, posteriormente se desarrollo una aplicacion de Redes Neuronales
Autorregresivas para la TRM, asi como del modelo ARIMA en el Software R-Project y para

finalizar se realizé una anilisis de los resultados.
4 RESULTADOS

4.1 Software en los que se puede implementar Redes Neuronales Artificiales
Existen varios software en los que se pueden implementar Redes Neuronales Artificiales: R-
Project (Software libre), Sharky Neural Network 0.9 Beta (Software libre), MATLAB ®

(Software privado) y Neuronal Tools para EXCEL (Software privado). Se caracterizan por:

e MATLAB ®: Por medio del paquete NNTOOL vy la interfaz de esta aplicacién se
proporciona gran facilidad para el trabajo con redes neuronales, sin embargo, no es muy
facil la aplicacion de Redes Neuronales Autorregresivas ya que dicho paquete no esta
programado para esta tarea y, ademas, la UIFCE no cuenta con el paquete NNTOOL por

lo que no se pueden realizar implementaciones en este software.
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e Neuronal Tools para EXCEL: Con él se pueden trabajar datos obtenidos mediante las
demads herramientas de Excel y realizar predicciones sobre ellas, sin embargo este paquete
no es apto para trabajar Redes Neuronales Autorregresivas y la UIFCE no cuenta con el

paquete Neural Tools.

¢ R-Project: El programa es libre por lo que puede ser utilizado por cualquier persona en el
mundo y puede ser instalado en la Unidad sin mayores costos asociados, ademas provee
codificacion para diversos tipos de Redes Neuronales. Sin embargo, la interfaz del programa
es incomoda de trabajar y se debe especificar con claridad la Red que se va a utilizar para no
obtener resultados indeseados que incurran en costos de tiempo. No se puede saber una
ruta clara de creaciéon de Redes Neuronales ya que es necesario saber primero con cual se
quiere trabajar para seleccionar el paquete adecuado y realizar la implementaciéon de acuerdo
a lo que éste exija, sin embargo esta desventaja se contrarresta con el hecho de que antes de
la implementacién se realiza una estudio tedrico claro y R-Project ofrece paquetes muy
completos y pertinentes para aplicaciones avanzadas, por lo tanto, después de tener claridad
en la red que se desea implementar no resulta ser tan importante instalar el paquete
adecuado, el costo se refleja en la busqueda de la gufa de programaciéon para dicho paquete,
pero los resultados seran muy significativos.

e Sharky Neural Network 0.9 Beta: Ofrece un primer acercamiento a diversos tipos de
redes neuronales en el proceso de aprendizaje de las mismas, lo que permite comprender un
poco la teorfa existente en este tema, sin embargo, no ofrece las herramientas que se
requieren para el desarrollo de la investigaciéon ya que tiene muy pocas opciones para
caracterizar la red neuronal que se desea observar, al tener los tipos de red neuronal
predeterminados no se pueden seleccionar datos para entrenar la red y por lo tanto no se

pueden realizar predicciones sobre ellos y no se cumplirian los objetivos de este trabajo.

e Sharky Neural Network 0.9 Beta: Ofrece un primer acercamiento a diversos tipos de
redes neuronales en el proceso de aprendizaje de las mismas, lo que permite comprender un
poco la teorfa existente en este tema, sin embargo, no ofrece las herramientas que se
requieren para el desarrollo de la investigaciéon ya que tiene muy pocas opciones para

caracterizar la red neuronal que se desea observar, al tener los tipos de red neuronal
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predeterminados no se pueden seleccionar datos para entrenar la red y por lo tanto no se
pueden realizar predicciones sobre ellos y no se cumplirian los objetivos de este trabajo.
La implementacién que se realiza en esta investigacion se hace en el software R-Project por ser
el tnico software de los nombrados anteriormente en el que se pueden implementar Redes
Neuronales Autorregresivas, ademas, en este mismo programa de pueden implementar

modelos ARIMA.
4.2  Aplicacion de Redes Neuronales

4.2.1 Implementacion en R-Project

En el software R-Project se instala el paquete “ARNN PACKAGE” creado por Juan D.
Velasquez, Cristian O. Zambrano y Laura Vélez del Grupo de Computaciéon Aplicada de la
Universidad Nacional de Colombia, sede Medellin. Este paquete crea Redes Neuronales
Autorregresivas y Redes Neuronales Perceptron Multicapa, el paquete crea una Red Neuronal
feed-forward autorregresiva con una capa de entrada, un nodo para cada retraso, una capa
oculta con nodos H y una capa de salida con un nodo, estos nodos se activan con la funcion
sigmoidea y el nodo de salida se activa con la funcién g(u)=u . En R-Project se crea la siguiente

forma:

arnn(x, lags = NULL, isMLP = FALSE, H = 1, w.max = 1.0, restarts = 1, seed = NULL,
lambda = 0, model = NULL, optim.control = list())

En donde:

x: Serie de tiempo univariada
e lags: Retraso a ser incluidos como inputs de la Red Neuronal Artificial.

e isMLP: Cuando es TRUE crea una Red Neuronal Perceptréon Multicapa, sino, crea una

Red Neuronal Autorregresiva.
e H: Nuamero de neuronas en la capa oculta.
e w.max: Maximo valor inicial para los pesos de la Red Neuronal Artificial.

e restarts: Numero de reinicios aleatorios del algoritmo de ajuste.
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e sced: NULL o un entero que puede ser llamado en "‘set.seed™ antes de la simulacién

de la serie de tiempo, dejar “NULL” no cambiara la generacion de estado al azar.
e lambda: Regularizacién de los parametros de la funciéon de pérdida.

e model: Salida de un modelo anteriormente llamado “arnn”; si el modelo se pasa, este

€c o

mismo modelo se ajusta a “x” sin volver a calcular todos los parametros.

Este paquete puede ser solicitado a jdvelasq@unal.edu.co y para obtener informacion se debe

instalar el paquete y luego escribir en R-Project “help(arnn)”.

4.2.2 Resultados de aplicaciéon de Redes Neuronales Autorregresivas en R-Project
En los graficos que se muestran a continuacion, los valores de 1 a 100 son el valor de cada uno
de los datos dentro de las cien muestras, las graficas negras son los datos observados de la serie
de tiempo, la roja es el comportamiento que aprendio la red neuronal sobre el comportamiento
de la serie de tiempo luego de la fase de aprendizaje y la zona amarilla son las predicciones que
hizo la red neuronal para valores futuros de la serie de tiempo. La serie de tiempo de 100 datos

se encuentra desde 29 de Agosto de 2011 hasta el hasta el 6 de Diciembre de 2011.

Cambio en Numero de datos: Se realiz6 la implementacién del paquete con 800 datos, 300
datos, 2000 datos, 100 datos y 50 datos, en todas las pruebas se obtuvo la misma prediccion

(zona amarilla de la imagen 6)

Forecasts from arnn
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trma
1850 1900
L
1900
L

1850

1800

1800
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T T T T

0 20 40 60 80

Time

Imagen 6: A la izquierda: estimacién de la serie TRM; a la derecha: prediccion de la serie TRM Fuente: (Resultados en

R-Project)
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Codigo aplicado difiriendo las casillas resaltadas en azul dependiendo del numero de datos que

se estuvieran trabajando:

serie=read.table(" rmn100.1x1", header=T)
trma=ts(serie§trm|1:80),5=1,/=1)
plot(trma)

library(arnn)

Sfit=arnn(x=trma,lags=1:5,H=2,isMIL.P=F,w.max = 1.0,restarts = 1, lambda = 0

fit
accuracy(fit)

[fitl =arnn(x=trma, model=fit)

accuracy(fitted(fitl))76:96 |, trma/81:100))

Pplot(trma, hyd=2)

lines(fitted(fit1),col=50,lwd=2)

&rid()

Sforecast(fit,h=20,leve/=90,fan=FALSE, bootstrap=FALSE, npaths=1000)
Pplot(forecast(fit, h=20,level=90,fan=FAILSE, bootstrap=FALSE, npaths=1000))

Cambio en H: Se realiz6 la implementacion del paquete con H = (5, 10, 20, 25) y en todas las

pruebas se obtuvo la misma prediccion (zona amarilla de la imagen 7)

Forecasts from arnn
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Imagen 7: A la izquierda: estimacién de la serie TRM; a la derecha: prediccion de la serie TRM Fuente: (Resultados en

R-Project)

Codigo aplicado difiriendo las casillas resaltadas en azul dependiendo del valor de H que se

estuviera trabajando:

serie=read.table("trmn100.1xt", header=T)

trma=ts(serie§trm[1:80],s=1,/=1)

plot(trma)

library(arnn)

Sfit=arnn(x=trma,lags=1:5,1H=5,isMLP=F,w.max = 1.0,restarts = 1, lambda = 0)
fit

accuracy(fit)

[fitl =arnn(x=trma, model=fit)

accuracy(fitted(fit1)[76:96 ], trmal81:100))

Pplot(trma, hyd=2)

lines(fitted(fit1),col=50,lwd=2)

&rid)
Sforecast(fit,h=20,leve/=90,fan=FALSE, bootstrap=FALSE, npaths=1000)
plot(forecast(fit,h=20,level=90,fan=FALSE, bootstrap=FALSE, npaths=1000))

Cambio en otros parametros, la Red con mejores resultados fue H= 30, lags=2:10: Se
realiz6 la implementacion del paquete con H = (5, 10, 20, 25) y en todas las pruebas se obtuvo

la misma prediccion (zona amarilla de la imagen 8)
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Forecasts from arnn
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Imagen 8: A la izquierda: estimacién de la serie TRM; a la derecha: prediccion de la serie TRM Fuente: (Resultados en

R-Project)

Codigo aplicado:

serie=read.table(""trmn100.1x1", header=T)

trma=ts(serie§ trm|[1:80],5=1,f=1)

plot(trma)

library(arnn)
Sit=arnn(x=trma,lags=2:10,H=30,isMLP=F,w.max = 1.0,restarts = 1, lambda = 0)
fit

accurac)(fi)

it =arnn(x=trma, model=fit)

accuracy(fitted(fit1)[76:96 ], trmal81:100))

Pplot(trma, hyd=2)

lines(fitted(fit1),col=50,lwd=2)

grid()

Sorecast(fit, h=20,level=90,fan=FALSE, bootstrap=FALSE, npaths=1000)
Plot(forecast(fit, h=20,level=90,fan=FAILSE, bootstrap=FALSE, npaths=1000))
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4.3 Aplicacién de modelos ARIMA

4.3.1 Desarrollo de modelos ARIMA en R-Project

Para estimar el modelo ARIMA se utiliza el siguiente comando en R-Project:
model_=arima(ltrm,order=c(p,1,q))

Y se desarrollan los test de Akaike (Aic), Bayesiano (Bic) y Hannan-Quinn (Hq) para

determinar el tipo de modelo que mejor se ajusta a la serie de tiempo que se esta trabajando.

Aie=log(var(model_$residuals))+((2*(p~+q))/ length (model $residuals))
Bic=log(var(model $residuals))+(p+q)*log(length(model _§residnals))/ length(model [§ residuals)
Hg=log(var(model $residuals))+ (p~+q)*2*log(log(length(model $residuals)))/ length(model §residnals)

Otra forma de determinar los modelos a evaluar es detectando autocorrelacion simple y parcial

en la serie, para ello se utilizan los comandos:

dltrm=diff{ltrm)

partmfron=c(2,1))

acf(dltrm)

pacf(ditrm)

4.3.2 Resultados de aplicacion de modelos ARIMA en R-Project

Los modelos que mejor se ajustaban con los criterios explicados anteriormente eran un ARIMA

(2,1,0) y un ARIMA (2,1,3), que arrojaron los siguientes resultados:

Forecasts from ARIMA(2,1,0)

750 755 7.60

750 755 760
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El modelo ARIMA(2,1,0) es el que mejor se ajusta al evaluar los supuestos explicados en el

marco tedrico es el ARIMA (2,1,0).

CONCLUSIONES Y DISCUSION

Los modelos ARIMA parecen dar como prondstico una linea recta, esto se debe a que la
variacion en los prondsticos es muy pequena y tienden a estar alrededor de la media de la

serie.

La Red Neuronal Autorregresiva simula mejor que los modelos ARIMA la volatilidad que
tiene la TRM a lo largo del tiempo, a pesar de que los prondsticos que genera no son
correctos, se percibe que con un desarrollo mas riguroso de este paquete o de otro
paquete u otro software se puede llegar a construir una arquitectura de Red Neuronal con

la que se logren los prondsticos deseados.

Un aspecto negativo de las Redes Neuronales es que funcionan como una caja negra en la
que si fallan no muestran el motivo del error y por lo tanto se debe entrenar la Red con
nuevas caracteristicas tantas veces como sea necesario hasta llegar al resultado que se
espera.

Queda claro que el trabajo con Redes Neuronales Artificiales es muy importante para las
Ciencias Econdémicas por sus caractetisticas de calculo en paralelo, memoria distribuida y
adaptabilidad y sus desarrollos deben comenzar a enfocarse en diversas problematicas
hasta que se domine este tema, lo que le dara una ventaja a la Universidad Nacional sobre
las demas Universidades y le permitird estar trabajando de cerca algunos de los temas que
son investigados por el Banco de la Republica.

RECOMENDACIONES PARA FUTURAS INVESTIGACIONES

Se debe continuar investigando sobre Redes Neuronales aplicadas a diversos temas y con
diferentes tipos de redes para lograr un manejo mas amplio de esta tematica y comenzar a

dominar las Redes Neuronales en conjunto.

Se debe procurar hacer simulaciones en diversos Software para lograr contrastar los
resultados y aplicar Redes Neuronales en el mejor para cada problematica, teniendo en
cuenta que cada Software tiene ventajas para implementar ciertos tipos de Redes

Neuronales.
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